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摘要：目的 快递包装需求预测精准程度是智慧物流体系化建设的重要基础，本文主要通过对不同机器

学习方法、不同特征选择方法、不同参数寻优方法的比较，选取快递包装需求预测更加精准的方法，分

析主要特征对快递包装需求的影响，优化区域快递包装需求的研究。方法 首先通过不同的机器学习方

法进行比较；然后通过不同的特征选择方法进行比较，通过不同参数寻优方法比较确定遗传算法对优化

随机森林模型参数的效果；最后为了更好地解释模型，引入 SHAP 分析的方法，对不同特征的重要性进

行分析。结果 改进的随机森林预测模型效果最好，MAE 值、MAPE 值、RMSE 值、R2 分别为 2 783、

5.1%、4 343、0.99。女性人口和第三产业值是影响快递包装需求最为关键的因素。结论 所提出的预测

方法有更好的准确性及可解释性，能为快递包装需求预测提供有力的决策支持。 
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ABSTRACT: The degree of accuracy of express packaging demand prediction is an important foundation for the 
construction of intelligent logistics systemization. The work aims to compare different machine learning methods, 
different feature selection methods, and different parameter optimization methods, to select a more accurate method of 
express packaging demand prediction, analyze the impact of the main features on demands of express packaging, and 
optimize the study of regional express packaging demand. Firstly, through comparison with different machine learning 
methods, different feature selection methods, and different parameter optimization methods, the effect of genetic 
algorithm on optimizing parameters of the random forest (RF) model was determined. Finally, in order to better explain 
the model, the method of SHAP analysis was introduced to analyze the importance of different features. The results 
showed that the improved random forest prediction model was the most effective with MAE value, MAPE value, RMSE 
value and R2 of 2 783, 5.1%, 4 343 and 0.99 respectively, and that female population and tertiary industry value were the 
most critical factors affecting the demand for express packaging. The results show that the proposed prediction method 
has better accuracy and interpretability, and can provide powerful decision support for express packaging demand 
prediction. 
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随着全球经济发展和时代科技的进步，物流发展

的机遇与挑战并存，区域快递包装需求因受不确定性

因素影响较大，常呈现出随机性、非平稳性等特点，

不能准确预测快递包装需求态势，会制约物流企业快

递业务高质量增长。针对此问题，根据快递包装需求

的不同层次和不同时间纬度的变化，构建准确高效的

需求预测模型，通过信息和算法实现供需高、效率准

确的匹配研究，将有助于智慧物流体系建设，促进数

字化包装管理，使物流企业决策更加科学合理，有利

于物流业高质量发展[1]。 
在需求预测研究中，部分学者们采用传统的数理

统计方法对数据进行预测分析，如灰色预测模型[2]、

ARIMA 模型[3]、SARIMA 和多元回归相结合[4]。然

而随着大数据时代的到来，对数据的处理难度呈几何

倍增，高维度、高容量的数据难以通过传统数理统计

方法来处理，机器学习在处理此类问题时的优势日趋

明显。 
随着机器学习和数据挖掘的快速发展，机器学习逐

渐应用于需求预测领域，在电力需求[5]、产品需求[6]、

能源需求[7]等领域已有成熟运用。冯易等[8]指出相比

于单一学习器，如随机森林等集成学习器更具优势。

Feng 等[9]利用 RBF 神经网络对我国能源需求进行预

测。李国祥等[10]利用 LSTM 模型对区域物流进行预

测。孙俊军等[11]利用 XGBoost 模型对纸包装行业的

订单量进行预测。Zhang 等[12]利用 BP 神经网络进行

预测，均取得较好效果。同时，也有学者为更好提高

预测精度，提升模型运算效率，利用组合模型来进行

预测，如将灰色预测模型和 BP 神经网络相结合[13]，

利用蚁群算法优化支持向量机[14]，利用主成分分析结

合神经网络模型进行预测[15]。 
在包装领域，学者们较多关注货架期预测 [16-18]

和包装工程、包装材料等相关领域预测[19-20]，鲜有利

用机器学习对区域快递包装需求进行预测分析的研

究。因此本文通过将不同预测模型引入区域快递包装

需求中，通过对比选取最优模型，并对最优模型进一

步优化以提升预测精度。 

1  研究对象 

本文以河南省快递包装需求为例，相关快递包装

需求影响因素数据来源于对国家统计局和历年《河南

统计年鉴》的整理。快递包装数据按照行业公布数据

进行计算，并采用物流业相关数据进行修正[21-22]。 

1.1  研究对象描述 

河南作为中原人口大省，2022 年常住人口已达

到 9 872 万人，消费市场规模化增长显著。快递量在

2022 年达到 44.53 亿件，2023 年前 8 个月河南快递

业务量为 36.19 亿件，居全国第 6，同比增长了 24.5%。

河南消费市场规模化增长带来快递需求量激增，快递

需求激增的同时对快递包装产生了巨大影响。快递包

装量的准确评估与预测对物流业高质量发展具有积

极促进作用。鉴于此，亟须对河南省快递包装量预测

进行优化提升，为快递包装产业科学规划奠定基础。 

1.2  影响因素分析 

区域性快递包装需求有着地区性特点，受当地社

会和经济因素影响，同时快递包装作为快递产业链上

重要一环，依赖于地区物流业发展水平。本文从地区

经济现状出发，通过借鉴其他文献资料[22,23,24]，结合

实际性、科学性以及可获取性原则，将影响快递包装

需求量的因素归结为区域物流、经济发展、消费水平、

人口规模四大类。 
1）区域物流。快递需求趋势和快递包装需求趋

势一致。快递包装作为快递产业链上的重要一环，与

快递产业的发展和快递量的需求密不可分。当快递行

业低迷，快递使用量少时，快递包装的需求也会随之

下降，反之，当快递需求提升，与之密切相关的快递

包装需求也随之提升。本文通过货运量、邮政业务总

量等来体现快递的发展和需求。 
2）经济发展。快递包装需求受当地整体经济趋

势影响，当地经济呈现下行趋势时，地区产业负担重，

订单少，对外快递运输量少，快递包装需求也会随之

下降，反之，则会上升。本文通过地区生产总值和第

一、二、三产业产值等来体现当地经济情况。 
3）消费水平。居民消费水平与快递需求呈正相

关，消费者的消费能力强，快递购买量大，快递包装

的需求就高。同时，考虑到互联网的应用促进了电商

的发展，带来快递需求量的不断提升，故将互联网普

及也作为影响因素纳入指标之中。 
4）人口规模。人口基数对快递包装需求有间接的

影响。在其他条件一定的情况下，人口基数越大，快递

使用频率越高，快递包装的需求量越大。为更好地分析

不同性别对快递包装需求的影响，将人口分为男性人口

和女性人口作为输入特征，方便进行模型可解释分析。 

1.3  指标体系构建 

根据四大类变量指标，按照物流业相关文献[24-25]

和物流业统计年鉴，提出相应的观测指标。第 1 类采

用货运量、货物周转量、进出口总额、邮政业务总量、

基础设施投资增速等指标；第 2 类采用地区生产总

值、第一、二、三产业产值、商品零售价格指数、社

会消费品零售总额等指标；第 3 类采用互联网用户

数、居民消费价格指数、人均消费支出、人均可支配

收入等指标；第 4 类采用男性人口和女性人口等指

标。具体如表 1 所示。 
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表 1  影响因素选取 
Tab.1 Selection of influencing factors 

类型 变量名称 

区域物流 

货运量 

货物周转量 

进出口总额 

邮政业务总量 

基础设施投资增速 

经济发展 

地区生产总值 

第一产业产值 

第二产业产值 

第三产业产值 

商品零售价格指数  

社会消费品零售总额 

消费水平 

互联网用户数 

居民消费价格指数 

人均消费支出 

人均可支配收入 

人口规模 
男性人口 
女性人口 

 

2  研究设计 

2.1  预测方法优化 

随机森林算法（RF）是由 Breiman（2001）所提

出的一种集成学习算法，该算法利用自助聚集策略提

取多个样本，为每个样本构建一个子树，结合所有子

树的预测结果得到最终预测值，因此随机森林算法具

备更显著的泛化性和准确性。随机森林算法的基本内

核是多个弱学习器组成一个强学习器来提高全局准

确性，因此该模型具备较强的鲁棒性。与此同时，随

机森林算法模型中的参数会影响模型整体性能，如

max_depth 反映了树的复杂程度。虽然更高的深度有

利于学习样本之间的逻辑关系，但过高的深度又容易

造成模型拟合过高，因此选择正确的参数集合，对模

型性能提升具有重要意义[26-27]。本文通过遗传算法对

模型参数采用迭代寻优的方式得到最佳参数，同时鉴

于冗杂的样本特征会产生噪声，对模型学习能力产生

负向影响，因此使用 Boruta 算法对特征进行选取。

预测流程如下，具体流程如图 1 所示。 
1）通过分析初步选择模型特征。 

 
 

 
 

图 1  预测模型流程 
Fig.1 Flowchart of prediction model 
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2）使用 Boruta 算法对模型特征进行选取，其通

过迭代构造原始特征和阴影特征的重要性（Z-score），
并以 Z-score 为评价指标进行对比。只有原始特征重

要性高于最好阴影特征重要性的原始特征才被判定

为重要特征。 
3）将“快递包装需求预测”作为预测目标，划分

训练集和测试集，并进行初步预测分析。 
4）初始化种群，将实际值和预测值之间的误差

作为适应度函数不断进行迭代，利用遗传算法自适应

调整随机森林模型参数。 
5）选取最优参数作为随机森林模型参数进行预

测[26]。首先将 kX 和 kY 作为输入变量和输出变量组成

样本，如式（1）所示；从训练样本 L 中有放回的、

随机的抽取 Z 个独立样本子集 iL ，如式（2）所示。 

( ){ } 1
,   

N
k k k

L X Y
=

=   (1) 

( ){ } B

1
,  ( 1,  2,  3,   ,  )

N
i k k k

L X Y i Z
=

= =    (2) 

式中：N 为训练样本数量； BN 为样本子集数量。 
在任一样本子集中， BN 相互独立且服从同一分

布，在每个样本子集中分别建立相对应的决策树模

型。最后将 Z 个子模型所得预测值进行简单平均，输

出模型结果 ÊY ，如式（3）所示。 

E
1

1ˆ ˆ
P

k
k

Y Y
P =

=   (3) 

为确定模型预测能力，本文选择常见的平均绝对

误差（Mean Absolute Error, MAE），平均绝对百分比

误差（Mean Absolute Percentage Error, MAPE），均方

根误差（Root Mean Square Error, RMSE）和拟合优度

R2 作为评价指标对模型预测效果进行评价。同时鉴于

BP 神经网络、随机森林等算法模型在相同参数下所

得结果略有差异，为更好检验模型性能，本文选择重

复实验的方法，验证所得结果[10]。 

2.2  优化过程分析 

2.2.1  不同机器学习方法比较 

为更好地显示模型性能，方便进一步分析，本文

通过与其他预测模型进行比较，展现不同模型对数据

处理和算法学习的能力。采用未进行处理的特征进行

输入，同时除 PSO-BP 模型外均采用默认参数进行预

测，以选取最优模型进行进一步优化。具体结果如表

2 所示。 
通过试验结果可以看出随机森林模型在各评价

指标的表现上均优于其他模型。综合来看，尽管如

PSO-BP 模型经过算法调参，但相对随机森林表现来

说，其性能还是有所欠缺。而其他模型如 GBDT，虽

在 R2 中与随机森林持平，但在其他指标中则落后于

随机森林模型。本文为更好地挖掘随机森林模型潜

力，对输入特征和模型参数进行进一步处理。 

表 2  不同机器学习方法实验结果 
Tab.2 Experimental results of different machine  

learning methods 

方法 MAE 值 MAPE 值/% RMSE 值 R2 
PSO-BP 15 639 14 28 314 0.94 
Adaboost 22 706 18 42 818 0.86 

GBDT 11 874 15 18 823 0.97 
XGBoost 23 273 17 43 033 0.86 
随机森林 10 941 12 18 517 0.97 

 

2.2.2  不同特征选择方法比较 

特征选择可以提高模型的泛化能力，减小冗余数

据对模型性能的影响。对于特征选择，本文选择使用

过滤式特征选择法、封装式特征选择法、嵌入式特征

选择法[28]。Boruta 算法在已有研究中已被证明在特征

选择实践中具有良好效果[29-30]，因此引入 Boruta 算

法进行特征选择，并与其他方法进行比较。考虑到部

分研究在模型构建中未进行特征选择，因此将不进行

特征选择的方法也纳入比较范围。 
通过表 3 可以看出，根据 MAE 值从大到小排名

为 Boruta、嵌入式特征选择方法、无特征选择、封装

式特征选择方法、过滤式特征选择方法；根据 MAPE
值从大到小排名则是 Boruta、嵌入式特征选择方法、

封装式特征选择方法、无特征选择、过滤式特征选择

方法；根据 RMSE 值从大到小排名则是 Boruta、嵌入

式特征选择方法、无特征选择、封装式特征选择方法、

过滤式特征选择方法；根据 R2 从大到小排名则是

Boruta、嵌入式特征选择方法=无特征选择、封装式

特征选择方法、过滤式特征选择方法。综合来说

Boruta 算法表现最优，相对于其他特征选择方法，其

MAE 值、MAPE 值、RMSE 值、R2 均为优异。传统

的特征选择方法所选特征子集具有较差的稳定性，而

Boruta 算法能够在不降低预测准确率和精确率的情

况下，有效移除冗杂数据，减少数据的噪声和扰动。 
 

表 3  不同特征选择方法实验结果 
Tab.3 Experimental results of different feature  

selection methods 

方法 MAE 值 MAPE 值/% RMSE 值 R2 
特征

维度

过滤式 22 412 13 45 193  0.85  9 

封装式 12 997  10.7 24 163  0.95  9 

嵌入式 10 289  10.3  17 916  0.97 13 

Boruta 7 557   6.4 13 631  0.98  7 
无特征

选择
10 941 12 18 517  0.97 17 

 
2.2.3  不同参数寻优方法比较 

随机森林模型包含框架参数和决策树参数 2 种，
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通过算法自动寻找到各参数之间的平衡，能够控制模

型的复杂程度和拟合程度，防止过拟合现象的发生，

有利于充分调动模型性能，挖掘模型潜能。将经过特

征选取的指标作为输入变量，通过参数寻优方法对模

型进行调参，促使模型达到相对最优性能。模型参数

具体调参范围如表 4 所示，评价结果如表 5 所示。 
 

表 4  参数搜索范围

 Tab.4 Specific parameter settings 

参数名称 寻找范围 

 n_estimators 1~500 

 max_depth 1~50 

 min_samples_split 1~20 

 min_samples_leaf 1~10 

 
据表 5 所示，根据 MAE 值从大到小排名为遗传

算法、贝叶斯优化、网格搜索、网格随机搜索、默认

参数；根据 MAPE 值从大到小排名为遗传算法、默

认参数、贝叶斯优化、网格搜索、网格随机搜索；根

据 RMSE 值从大到小排名为遗传算法、贝叶斯优化、

网格搜索、网格随机搜索、默认参数；根据 R2 从大

到小排名为遗传算法=贝叶斯优化=网格搜索、网格随

机搜索=默认参数。网格搜索和网格随机搜索方法相

对贝叶斯优化和遗传算法来说，存在难以处理多优化

组合的缺点。当待优化组合较多，数量级超过上万个

组合时，对网络搜索方法和网格随机搜索方法的处理

能力带来极大挑战。网格搜索方法是遍历所有组合，

使用穷举法去寻找最优组合，网格随机搜索方法是采

用随机搜索的方法寻找最优，虽然降低了大量数据所

造成的臃肿现象，但是其随机因素导致寻优结果易出

现较大波动。贝叶斯优化虽然经过对目标函数的不断

学习，使得到的信息不断更新目标函数先验分布，进

而优化全局结果预测参数，但是相对遗传算法来说，

其初始化存在随机性，进而导致结果存在波动。遗传

算法在经过多轮迭代之后具备鲁棒性，预测结果相对

更加准确和稳定。综合来看，经过 Boruta 算法进行

特征选取，使用遗传算法优化后的随机森林模型

（Bor-GA-RF）进行预测，所达到的效果为最优，预

测对比图如图 2 所示，评价指标 MAE 值、MAPE 值、

RMSE 值、R2 分别为 2 783、5.1%、4 343、0.99。 

2.3  重要特征分析 

SHAP 特征重要性指各个特征在模型预测中，对

提高模型整体预测性能的贡献程度的大小，使用各特

征对目标变量影响程度的绝对值来表现[31]。它能够更

加直接地显示出不同特征指标对模型的影响程度，重

要性程度越高，该特征变量对快递包装需求预测的影

响就越大。通过 SHAP 分析可以更好地了解不同特征

对快递包装需求预测的影响。 

表 5  不同参数选择方法实验结果 
Tab.5 Experimental results of different parameter  

selection methods 

方法 MAE 值 MAPE 值/% RMSE 值 R2 

默认参数 7 557 6.4 13 631 0.98 

网格搜索 6 493 8.9  9 897 0.99 

网格随机搜索 7 432 9.1 11 875 0.98 

贝叶斯优化 6 041 8.4  9 192 0.99 

遗传算法 2 783 5.1  4 343 0.99 

 

 
 

图 2  预测值和实际值对比 
Fig.2 Comparison of predicted and  

actual values 
 

为更全面了解不同特征对快递包装需求预测的

影响，对 Boruta 算法特征选择过的数据进行进一步

分析，如图 3 所示。影响快递包装需求预测的重要程

度按从大到小排序是女性人口（X11）、第三产业值

（X4）、男性人口（X10）、邮政业务总量（X15）、第

二产业值（X3）、人均可支配收入（X14）、互联网用

户（X17）。女性人口对快递包装需求预测的影响程

度高于其他特征。 
 

 
 

图 3  特征重要程度排序 
Fig.3 Ranking of feature importance 

 
从图 3 可以看出，女性人口和第三产业值是影响

快递包装需求最为关键的因素。第三产业对快递包装

需求的影响远高于其他产业经济，这是快递包装需求

与快递行业发展密切相关的体现，邮政业务总量的影
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响力也佐证了这一点。同时“她经济”的到来，女性消

费者在网络购物之中相对于男性更容易成瘾，也更具

冲动性[32]，这导致了女性消费者对快递的需求更强，

对快递包装需求的影响远高于男性。 

3  结语 

本文提出了一种基于随机森林算法的优化预测

模型（Bor-GA-RF），并利用 SHAP 分析法对相关特

征进行分析，有效提高了快递包装需求预测的准确性

和可解释性，同时丰富了区域性快递包装需求预测的

研究。通过对不同机器学习预测方法的对比，确定随

机森林在区域快递需求预测上性能优异。针对快递包

装需求预测数据存在噪声和冗杂数据的问题，通过对

不同特征选择方法的对比，Bor-GA-RF 使用 Boruta
算法来确定最佳特征子集，并使用遗传算法自适应调

整随机森林模型的超参数，以达到模型精度提升的效

果。为评价模型性能，本文使用平均绝对误差

（MAE）、平均绝对百分比误差（MAPE）、均方根误

差（RMSE）、拟合优度（R2）作为模型预测精度评价

指标，在机器学习方法、特征选择、参数寻优 3 个阶

段进行比较分析，选取最优方法进行模型组合以提高

预测精度。为进一步明确各特征对快递包装需求预测

目标的影响，本文使用 SHAP 分析的方法，确定不同

特征在预测时所做出的贡献程度，从而确定不同特征

的重要程度。 
通过总结可以得出以下结论：相对于其他预测方

法，随机森林预测模型具有较好的预测精度；Boruta
特征选择方法在该模型实践中优于其他特征选择方

法；经过遗传算法调参所得到的最终预测组合模型

（Bor-GA-RF）的性能优于其他调参方法所优化的预

测模型的性能，Bor-GA-RF 组合模型在区域快递包装

需求预测中精度更高；通过模型可解释分析的探索，

能够可视化地看出经过 Boruta 算法筛选后的特征在

模型预测中对模型的影响，如女性人口对快递包装需

求的影响高于男性人口，究其原因是女性消费者在网

络购物之中相对于男性更容易成瘾。 
本研究仍存在许多不足需要改进，在未来的研究

中，可以考虑引入更详细的数据，以提升预测模型的

学习能力，从而达到更好的预测效果。同时在未来还

可以考虑使用更好的机器学习方法和更好的优化算

法来解决问题。 
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