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摘要：目的 解决基于深度学习的颜色空间转换方法需求样本量大、样本采集成本高的问题。方法 以色

度学和深度学习方法为基础，提出融合多通道校正的 Cor−WGAN 模型，设计多阶段训练方法，在小样

本条件下，学习 RGB 到 CIELab 颜色空间的转换关系。先在标准颜色空间下测试模型的转换效果，再设

计非标准颜色空间仿真实验和逆转换实验，并测试模型在实际应用中的效果。结果 实验结果表明，文

中提出的 Cor−WGAN 模型的小样本学习能力较强，在 64 个均匀分布样本的训练条件下就可实现较好的

转换效果，转换的平均色差为 1.71，最小色差达到 0.16，超过 90%的样本点可以达到人眼无法分辨色差

的转换程度。结论 文中算法在处理小样本颜色空间转换任务方面具有明显优势，为基于深度学习的色

彩管理应用提供了一种新思路。 
关键词：颜色空间；深度学习；色差；小样本学习 
中图分类号：TS206.4   文献标识码：A    文章编号：1001-3563(2023)11-0309-08 
DOI：10.19554/j.cnki.1001-3563.2023.11.036 

Small Sample Color Space Conversion Method Based on Generative  
Adversarial Network 

LIN Song, SUN Lian-shan, ZHAO Juan-ning, WU Yan-jin 

(School of Electronic Information and Artificial Intelligence,  
Shaanxi University of Science & Technology, Xi'an 710021, China) 

ABSTRACT: The work aims to overcome the problems that the color space conversion method based on deep learning 
requires a large number of samples and high cost of sample collection. Based on colorimetry and deep learning methods, a 
Cor-WGAN model that integrates multi-channel correction was proposed. A multi-stage training method was designed. 
The conversion relationship from RGB to CIELab color space under the condition of small samples was learned. First, the 
conversion effect of the model in the standard color space was tested. Then non-standard color space simulation experi-
ments and inverse conversion experiments were designed to test the effect of the model in practical applications. The ex-
perimental results showed that the Cor-WGAN model proposed in this paper had strong small sample learning ability, and 
could achieve a good conversion effect under the training condition of 64 evenly distributed samples. The average color 
difference of conversion was 1.71, and the minimum color difference reached 0.16. More than 90% of the sample points 
could reach the conversion level that the human eye could not distinguish the color difference. The algorithm in this paper 
has obvious advantages in processing small sample color space conversion tasks, and provides a new idea for color man-
agement applications based on deep learning. 
KEY WORDS: color space; deep learning; color difference; small sample learning 
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在早期的图像显示领域，由于设备制造标准、制

造厂商、运行环境的不同，造成不同设备的显示能力

有所差异，因此同一张数字图像在不同设备上直接显

示或输出就会产生肉眼可见的色差。为了降低图像在

不同设备之间的色差，国际色彩协会于 1995 年提出

色彩管理[1-2]标准，自此，色彩管理系统就成为图像

显示领域必不可少的部分。 
色彩管理的本质是颜色值在颜色空间之间的转

换，颜色空间是一种用于描述色彩的方式，不同颜色

空间只是对同一物理量的描述方式不同，相互之间存

在转换关系，常见的标准颜色空间有 RGB、CIELab、
XYZ 等。在实际应用中，由于设备老化等各种原因，

标准颜色空间的转换关系无法直接应用于色彩管理，需

要根据设备的特点创建设备特有的非标准颜色空间转

换关系。记录设备颜色空间转换关系的文件称为设备特

性化文件。色彩管理需要根据特性化文件在不同颜色空

间之间转换同一张图像，转换的精度直接影响色彩管理

系统的色差。长期以来，许多学者致力于研究整体性

能优秀的颜色空间转换方法，主流方法有 3 类：三维

查找表法、多项式回归法和神经网络模型法[3]。 
在传统方法中，基于三维查找表法[4-5]的转换方

法采用均匀空间的距离公式来计算色域空间上的颜

色距离，所以中间点的转换精度受到查找表的限制。

为查找表引入新的数据点是十分烦琐的过程，需要重

新计算大部分坐标点，因此这种方法的使用频率逐渐

下降。基于多项式回归[6-7]的转换方法在确定回归阶

数和常数项时存在不确定性，随着阶数的增加，计算

量逐渐增大，模型更复杂。 
在神经网络模型法中，杨金锴等[3]为极限学习机

的目标函数引入正则化项，再根据岭回归模型的岭迹

图确认 优的岭参数，提高了网络的训练效果和泛化

能力，在 800 个训练样本条件下可以将平均色差控制

在 1.65 个 CIE 色差单位。洪亮等[8]采用学习速度和泛

化能力更好的 RBF 神经网络来进行颜色空间转换，

将等间隔采样的 216 个色块作为训练集，在计算机上

进行仿真实验，将平均色差控制在 0.75 个色差单位，

取得了不错的效果。Hajipour 等[9]将竞争神经网络与

BP 神经网络结合，并进行特性化处理，先使用竞争

神经网络对数据进行分类，再对分类后的数据分别使

用 BP 神经网络进行颜色空间转换。这种方法可将平

均色差控制在一个较低范围，但是他们使用了 1 500
组样本来训练网络。总体来说，人工神经网络对非线

性映射关系具有极强的拟合能力，在计算机算力和样

本量足够的情况下，采用神经网络的方式进行颜色空

间的转换，能够取得传统方法无法比拟的转换精度。 
上述 3 类主流方法各有优劣，整体来看，对精度

要求不高的场景可使用较简单的传统方法，对精度要

求高的场景可选择神经网络模型法。随着计算机硬件

的发展，普通计算机就可完成神经网络训练，其计算

能力不再限制该类方法的应用，但是训练样本需求量

大、人工采集成本高仍限制了神经网络模型法的应

用。构建特性化训练集的特点是需要人工使用测色设

备逐个采集，并且每次特性化都需采集目标设备的训

练集，整个样本的构建过程费时、费力。为了解决建

立颜色空间转换关系需求样本量大、样本采集成本高

等问题，文中将捕捉未知分布能力较强的生成对抗网

络[10-12]应用于颜色空间转换任务中，添加校正模块，

并设计多阶段训练方法，旨在小样本学习条件下，将

不同颜色空间转换的精度控制在可接受范围内。 

1  生成对抗网络 

生成对抗网络（GAN， Generative Adversarial 
Network）于 2014 年由 Goodfellow 等[13]提出，是文

中的核心网络架构，这里将介绍基础的 GAN 模型和

当前主流的 WGAN（Wasserstein Generative Adver-
sarial Network）[14-15]模型。 

在训练过程中，GAN 模型无须马尔科夫链进行

反复采样，也无须在学习过程中进行推断，回避了棘

手的概率计算难题，其巧妙的设计在提出后便受到

广泛关注。实验数据证明，该模型能够有效捕捉数

据分布，是近年来复杂分布上无监督学习的主要方法

之一。 
基础 GAN 模型包含生成模块和判别模块等，其

模型如图 1 所示。生成模块的作用是学习真实数据的

分布，判别模块的作用是区分生成模块生成的数据和

训练集的真实数据。模型的训练过程是让 2 个模块进

行博弈，通过 2 个模块之间的博弈和交替训练，使整

个模型逼近纳什均衡， 终使判别模块无法区分生成

数据和真实数据，同时生成模块也学习到了真实数据

的分布，生成的数据达到了以假乱真的程度。 
~ ( ) ~ ( )min max [ ( )] [ ( ( ))]x p x z q zG D

V E f x E f G z= −   (1) 

式中：G 为生成模块； ( )G z 为生成模块的生成

数据；D 为判别模块；x 为真实样本；p(x)为真实样
本分布；z 为随机噪声；q(z)为随机噪声分布。 

WGAN 对 GAN 模型进行了重要改进，核心改动
是将损失函数替换为 Wasserstein 距离的对偶形式，
如式（1）所示。WGAN 解决了 GAN 训练不稳定、
模式崩溃等问题，自 2016 年被提出以来，就广泛应
用于数据增强、小样本学习等领域，并且取得了不错
的效果。 

 

 
 

图 1  生成对抗网络 
Fig.1 Generative adversarial networks 
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2  文中方法 

基于 WGAN 模型思想设计了具有校正功能的

Cor−WGAN 模型，并设计了相应的多阶段训练方法

来训练模型，利用不同模块的特点提高颜色空间之间

的转换精度。这里将按照生成模块、判别模块、校正

模块的顺序详细介绍 Cor−WGAN 模型的结构， 后

列出相应的多阶段训练方法的步骤。 

2.1  融合多通道校正的 Cor−WGAN 模型 

基于生成对抗网络思想，文中设计了融合多通道

校正模块的 Cor−WGAN 模型，包含用于无监督学习

的生成模块（Generator）和判别模块（Discriminator），
以及有监督学习的校正模块（Correction），完整的模

型结构如图 2 所示。 

2.1.1  生成模块 

生成模块的作用是学习 RGB 到 CIELab 颜色空

间的转换关系，模块的输入是 R、G、B，模块的输出

是转换后的 L、a、b。 
R、G、B 的值为 0~255，为了加速网络的收敛，

需要对数据进行归一化处理。数据生成模型常用的激

活函数为 Relu。由于使用 Relu 可能会出现神经元死

亡的问题，因此选择 Softplus 来避免神经元死亡。 
综上可知，生成模块的 终结构包括归一化层，

2个部分 256个神经元的 FFN配合 SoftPlus激活函数，

以及 3 个神经元的全连接层，将其作为输出层。 

2.1.2  判别模块 

判别模块的作用是学会如何计算输入的真实分

布与生成分布之间的距离。模块的输入包含 2 个部

分：真实的 L、a、b；生成模块生成的 L、a、b。将

2 个部分的数据输入判别模块，经过判别模块处理，

输出 Wasserstein 距离 D，表示 2 个部分数据分布之

间的距离。由于判别模块计算的是分布距离，并不是

计算该组数据为真实数据的概率，需要避免使用改变

数据分布情况的操作，因此判别模块不使用归一化激

活函数或者数据归一化等操作。 
综上可知，判别模块的 终结构包括 2 个部分的

256 个神经元的 FFN 配合 LeakyRelu 激活函数，以及

1 个神经元的全连接层，将其作为输出层。 

2.1.3  校正模块 

纳什均衡是一种理想状态，在实际训练过程中往

往很难达到真正的纳什均衡。体现在数据上，即生成

数据只能逼近真实数据，当色差减小至一定程度时，

网络训练的边际效应变得十分明显。为了克服这一缺

点，笔者设计了多通道校正模块，为生成模块提供校

正建议。校正模块结构如图 3 所示。 
针对 L、a、b 分别给出了独立的校正建议，将校

正模块设计为多通道结构，让每个通道单独考虑 1 个

值的建议。在生成模块和判别模块的无监督学习完成

后，校正模块和生成模块会进行有监督学习。校正模

块的输入是生成模块生成的数据 G（RGB），输出是

L、a、b 等值的校正建议，将真实的 L、a、b 作为校

正模块的标签。 
在数据进入校正模块后，先经过 512 个神经元的

前馈神经网络 FFN，再由激活函数 Leaky Relu，筛选

出部分不可用的连接，接着分为 3 个通道，对应亮度

值 L、红绿彩色通道值 a、黄蓝彩色通道值 b，再经

过 64 个神经元的前馈神经网络 FFN 及 SoftPlus 激活

函数， 终得到模块输出。 
 

 
 

图 2  Cor−WGAN 模型结构 
Fig.2 Cor-WGAN model structure 
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图 3  多通道校正模块 
Fig.3 Multi-channel calibration module 

 
校正模块的作用是在生成模块和判别模块无法

达到真正的全局 小值时，分别从 L、a、b 等 3 个

角度给出调整建议，生成模块据此再次微调模型的权

重，使生成数据更加接近真实数据。 

2.2  多阶段训练方法 

深度学习的训练方法通常采用输入到输出的正

向传播，再根据损失函数计算 loss 值，求得梯度后反

向传播，以更新整个模型的参数。这里提出的模型采用

了模块化思想，模块之间参数的更新过程相对独立，常

用的一次性更新整个模型的方法会让收敛困难，甚至无

法收敛。为此，这里设计了多阶段训练方法，包含预训

练、无监督对抗训练和校正训练 3 个部分，以提升小样

本下模型的收敛速度，整体流程如图 4 所示。 
 

 
 

图 4  多阶段训练方法流程 
Fig.4 Multi-stage training method flow 

 
在模型尚未训练阶段，各个模块都不具备相应的

能力。其中， 关键的是判别模块无法判断 基本的

真实数据与生成数据的区别，而不具备判别能力的判

别模块无法在无监督学习中检验生成模块的生成效

果。由此可见，在进行模块之间相互对抗训练前，需

要对判别模块进行预训练，赋予判别模块判断差异较

大真假数据的能力。 
经过一定的预训练轮次，判别模块具备一定的判

断能力后，再根据式（1）所示的损失函数，启动判

别模块和生成模块相互博弈的无监督对抗训练。在每

个轮次的对抗训练中，优先训练判别模块，提升判别

模块的判别能力。训练后的判别模块计算生成分布与

真实分布的 Wasserstein 距离会更大，再以减少分布

距离为目的来更新生成模块的权重，提升生成模块的

生成能力，相互博弈前进。 
完成了判别模块和生成模块的无监督对抗训练

后，判别模块具备了较好的判别能力，生成模块生成

的数据也会逼近目标颜色空间颜色值分布，再进行校

正训练。首先对校正模块进行预训练，学习给出多通

道校正建议的能力，再将生成模块与校正模块配合，

以均方误差为损失函数开始校正训练。在每个轮次的

训练中，优先训练校正模块，以提升校正能力，再调

整生成模块，以提升生成数据的质量。 

3  实验设计与结果 

这里将通过实验来验证文中提出方法的有效性。

首先在标准颜色空间下，通过对比不同方法之间的转

换精度，验证文中算法在小样本颜色空间转换时的效

果。通过调整训练集的大小来对比文中方法在不同大

小样本条件下的转换精度，通过消融实验来证明文中

方法有助于提升颜色空间转换的精度。 后，设置非

标准颜色空间仿真实验和逆转换实验，验证文中方法

在实际应用中的效果。 

3.1  构建标准颜色空间训练集 

这里采用的是小样本学习，为了避免 Cor−WGAN
模型只学习局部的转换关系，需要训练集尽可能均匀

地分布在整个颜色空间。在标准颜色空间实验阶段，

将 0~255 的 R、G、B 数据等间隔划分，以获取均匀

分布的训练集。以四等份（0、85、170、255）为例，

将 R、G、B 四等分的颜色值互相组合，得到 64 个

色块，根据标准转换公式将 R、G、B 转换为 D65 光

源/2°视场观察条件下的 L、a、b。将得到的 64 组标

准颜色空间 R、G、B，以及 L、a、b 作为模型的训

练样本，示例样本如图 5 所示。 

3.2  实验设计 

以文中构建的均匀样本为训练集，通过 Pytorch
深度学习框架搭建 Cor−WGAN 的网络结构。 

1）网络训练。先对判别模块进行 1 000 轮的预

训练，让其先具备一定的判别能力，然后由生成模块 
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图 5  四等份训练数据示例 
Fig.5 Example of quartered  

training data 
 

和判别模块进行 10 000 轮无监督对抗学习，每轮训
练判别模块 3 次，训练生成模块 1 次。在完成无监督
学习后，使用校正模块和生成模块进行 5 000 轮有监
督学习，调整生成模块的生成效果。 

2）参数优化。优化器均使用 Adam（平滑参数
分别取 0.7 和 0.9），初始学习率均为 0.005。 

3）对照组。选择基于 RBF神经网络[3]和 R−ELM[8]

的颜色空间转换方法为对照组，训练数据集、优化器、
学习率等都采用相同的设置，迭代数量设置为 10 000
次，同样选择 Pytorch 框架搭建网络结构。 

在 Pycharm集成开发环境下对上述 3 个网络进行
训练，并以 Pantone 国际标准色卡数据集的 907 组标
准颜色空间 RGB 数据和 Lab 数据为测试集。针对上
述网络转换效果，使用 Lab 颜色空间的色差公式对结
果进行评价，色差公式如式（2）所示。 

* * 2 * * 2 * * 2( ) ( ) ( )xy x y x y x yE L L a a b bΔ = − + − + −     (2) 
式中：x 和 y 为 2 个色样；L*为明度指数；a*为

红绿色度指数；b*为蓝黄色度指数。 

3.3  不同方法的对比实验 

验证不同算法在小样本条件下的转换效果，使用 64
组标准颜色空间样本训练 R−ELM、RBF 神经网络、

Cor−WGAN 模型后，将测试集的 R、G、B 输入训练完成

的网络中，得到模型输出和训练集的 L、a、b 真实值，计

算色差，结果如表 1 所示。对应的色差分布如图 6 所示。 
实验结果表明，在小样本条件下，文中提出的

Cor−WGAN 模型不论在平均色差、 大色差还是

小色差上，都比 R−ELM 极限学习机和 RBF 神经网络

表现得更好。 
 

表 1  不同方法的色差比较 
Tab.1 Comparison of color difference of different methods 

模型 ΔEmin ΔEmax ΔEavg 

R−ELM[3] 0.76 16.71 7.07 

RBF[8] 0.31 13.36 4.27 

Cor−WGAN 0.16 6.52 1.71 
 

 
 

图 6 不同方法色差分布 
Fig.6 Color difference distribution of  

different methods 

 
3.4  不同数据集的对比实验 

为了对比 Cor−WGAN 在不同训练集上的效果，

这里将 0~255 的 R、G、B 等数据进行不同程度的等

间隔划分，再进行组合，分别设计了三等份（0、127、
254）实验组（共 27 个训练样本）、四等份（0、85、
270、255）实验组（共 64 个训练样本）、五等份（0、
63、126、189、252）实验组（共 125 个训练样本）、

六等份实验组（0、50、100、150、200、255）实验

组（共 216 个训练样本）。将 Pantone 国际标准色卡

作为测试集，得到的平均色差如表 2 所示。 
不同实验对照组的数据都尽量平均分布在整个

RGB 颜色空间中。由于 RGB 颜色空间不是均匀的颜

色空间，因此在 27 个样本的情况下，3 种方法都无

法学习到完整的分布特征，其中 Cor−WGAN 是转换

效果 好的一组。 
 

表 2  不同算法在不同训练集上的色差比较 
Tab.2 Color difference comparison of different algorithms in different sizes of training sets 

训练样本

数量 
R−ELM RBF Cor−WGAN 

ΔEmin ΔEmax ΔEavg ΔEmin ΔEmax ΔEavg ΔEmin ΔEmax ΔEavg 
27 1.19 20.71 15.51 0.87 19.21 8.83 0.65 12.39 6.32 
64 0.76 16.71 7.07 0.31 13.36 4.27 0.16 6.52 1.71 

125 0.30 9.00 4.77 0.25 8.87 3.12 0.13 4.43 1.12 
216 0.27 6.82 2.69 0.09 3.33 0.75 0.03 3.22 0.72 
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在扩大训练集时，样本在颜色空间中分布得更加

密集，模型可学习到颜色空间中不均匀部分的转换关

系。从实验结果可知，当训练样本扩大到 125 个时，

3 种方法的转换效果都得到较大提升，且都满足色差

小于 6 的国标印染要求。当训练样本扩大到 216 个时，

所有对照组的色差都小于 3，按照文献[16]的评判标

准，它们均达到了人眼无法分辨的程度。 
综上可知，Cor−WGAN 网络模型只需 64 对训练

样本就满足日常生活的色彩转换需求，充分证明该模

型具有优秀的小样本学习能力。 

3.5  消融实验 

为了验证多通道校正模块的效果，这里设计了包含

完整 Cor−WGAN 模型组、单通道校正模块组和删除校

正模块组 3 个对照组的消融实验，训练集使用标准颜色

空间的 64 组均匀样本，测试集使用 Pantone 国际标准

色卡数据，结果如表 3 所示，色差分布如图 7 所示。 
表 3 前 2 行数据表明，使用单通道校正模块与多

通道校正模块存在差异。在计算过程中，由于单通道

校正模块 L、a、b 等 3 个输出值共用单通道神经元，

导致输出值之间存在相关性，因此 终输出校正建议

时也会折中。这与表 3 中的实验结果相互印证，单通

道校正模块对生成模块的调整有限，导致模型 终输

出的平均色差更高。 
 

表 3  消融实验的色差比较 
Tab.3 Color difference comparison of ablation experiment 

输出模型 ΔEmin ΔEmax ΔEavg 

单通道校正模块 0.15 7.97 2.35 

删除校正模块 0.15 9.61 3.27 

Cor−WGAN 0.16 6.52 1.71 

 

 
 

图 7 消融实验色差分布 
Fig.7 Color difference distribution of  

ablation experiment 

表 3第 1行和第 3行数据表明了校正模块对整个模

型的意义。如果完全移除校正模块，则输出结果即为生

成模块和判别模块无监督对抗训练的结果。由于生成对

抗网络本身具有难以达到纳什均衡的缺陷，因此不使用

校正模块的平均色差达到 3.27 个 CIE 色差单位。 
整个消融实验的结果表明，多通道校正模块给出的

独立校正建议更有利于修正 WGAN 模型的输出结果，

文中提出的改进模型有利于提高颜色空间的转换精度。 

3.6  非标准颜色空间仿真实验 

上述实验表明，文中提出的 Cor−WGAN 模型在

标准颜色空间下取得了较好的效果。为了验证模型在

实际应用中的转换效果，这里设计了计算机仿真函数

来模拟非标准颜色空间转换关系。 
仿真函数的具体实现方式：在标准的 RGB 向

XYZ 转换过程中添加 0.99~1.01 的随机参数，再通过

XYZ 颜色空间转换到 D65 光源 /2°观察条件下的

CIELab 颜色空间，以此来模拟转换关系的随机变化，

核心公式如式（3）所示。 

1 2 3

4 5 6

7 8 9

*0.576 67 *0.185 55 *0.18819
*0.297 38 *0.627 35 *0.075 27
*0.027 03 *0.070 69 *0.99110

X r g b
Y r g b
Z r g b

β β β
β β β
β β β

= + +
= + +
= + +

  (3) 

式中：X、Y、Z 为三刺激值；r、g、b 分别为归

一化修正后的 R、G、B 值；βi 为随机参数。 
分别设置 27、64、125、216 等 4 组不同程度均

匀等分样本的对照组。训练集部分使用等间隔划分的

训练样本，对应的 L、a、b 真实值通过仿真函数计算。

在测试集部分，使用随机的 R、G、B 作为 R−ELM、

RBF 和 Cor−WGAN 模型的输入，再通过模型预测的

输出值 L、a、b 与仿真函数输出值 L、a、b 计算色差，

实验结果如表 4 所示。 
从实验结果可以看出，文中提出的 Cor−WGAN

模型在非标准颜色空间下依然取得不错的转换效果，

且能够完成小样本学习任务。 

3.7  逆转换实验 

在实际应用中，色彩管理系统会采用中间颜色空

间为媒介，完成不同设备颜色空间之间的转换。中间

颜色空间一般是与设备无关的颜色空间，CIELab 就

是一种常用的中间颜色空间。 
这里设计了 RGB 到 CIELab 颜色空间的逆转换

实验，以验证模型从中间颜色空间转换到目标颜色空

间的学习效果。对比分析 R−ELM、RBF和Cor−WGAN
模型，训练集为 27、64、125、216 组非标准颜色空

间仿真样本，仿真过程中的随机参数取 0.99~1.01。 
在逆转换实验中，模型的输入值为 L、a、b，模

型的输出值是转换后的 R、G、B，模型的输出值与对

应的 R、G、B 真实值按照式（4）求得单组实验数据

的色差，12 组实验的色差对比如表 5 所示。 
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表 4  不同算法在非标准颜色空间实验的色差比较 
Tab.4 Color difference comparison of different algorithms in non-standard color space experiment 

训练样本

数量 

R−ELM RBF Cor−WGAN 

ΔEmin ΔEmax ΔEavg ΔEmin ΔEmax ΔEavg ΔEmin ΔEmax ΔEavg 

27 1.29 24.89 15.44 0.91 18.83 8.66 0.73 12.27 6.24 

64 0.43 15.33 6.99 0.24 14.45 4.52 0.31 7.45 1.71 

125 0.39 8.92 5.02 0.26 8.89 3.23 0.07 4.52 1.20 

216 0.31 6.65 2.93 0.11 3.51 0.77 0.07 3.26 0.67 

 
表 5  不同算法在逆转换实验中的色差比较 

Tab.5 Color difference comparison of different algorithms in inverse conversion experiment 

训练样本

数量 

R−ELM RBF Cor−WGAN 

ΔEmin ΔEmax ΔEavg ΔEmin ΔEmax ΔEavg ΔEmin ΔEmax ΔEavg 

27 1.07 19.95 14.77 0.91 18.91 8.95 0.58 14.07 6.75 

64 0.83 15.57 7.82 0.45 12.98 4.17 0.17 6.34 1.92 

125 0.33 8.54 4.93 0.33 7.54 3.39 0.16 4.23 1.08 

216 0.31 6.57 2.60 0.10 2.98 0.88 0.09 3.01 0.76 

 
2 2 2( ) ( ) ( )xy x y x y x yE R R G G B BΔ = − + − + −

 
  (4) 

实验结果表明，文中提出的 Cor−WGAN 模型

在小样本条件下依然具有十分明显的优势，在 64
组样本条件下的训练结果满足国标要求，R−ELM
和 RBF 都需要至少 216 个样本才能达到相应的转

换效果。  

4  结语 

以 WGAN 模型为基础，提出了一种融合多通道

校正模块的 Cor−WGAN 颜色空间转换模型，可以在

小样本情况下学习到由 RGB 到 CIELab 颜色空间的

转换关系。实验结果表明，相较于现有的颜色空间转

换方法，文中提出的方法在小样本情况下有着更加优

秀的表现，且在增大样本容量的情况下，此方法依然

具有竞争力。后续的非标准颜色空间仿真实验和逆转

换实验表明，文中提出的方法可以在实际应用中保持

较好的转换精度，为基于深度学习的色彩管理应用提

供了一种切实可行的思路。 
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