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摘要：目的 针对目前的瓷砖表面人工缺陷检测效率低的问题，提出一种基于深度学习 YOLOv5 算法实

现对生产线瓷砖表面缺陷的检测。方法 首先对数据集进行切图分割与数据增强处理，再通过 labelimg
对数据集进行数据标注，然后将数据集送入到优化后的 YOLOv5 网络模型进行迭代训练，并将最优权

重用于测试。结果 通过实验对比，YOLOv5 模型的检测准确率高于 Faster RCNN、SSD、YOLOv4 这 3
种模型，其检测平均准确度高于 96%，平均检测时间为 14 ms。结论 表明该方法能够检测生产过程中

的瓷砖缺陷问题，在瓷砖缺陷检测上有一定的先进性和实用性。 
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Ceramic Tile Surface Defect Detection Based on YOLOv5 

WANG Shu-qing, DUN Wei-chao, HUANG Jian-feng, WANG Nian-tao 

(School of Electrical and Electronic Engineering, Hubei University of Technology, Wuhan 430068, China) 

ABSTRACT: In response to the low efficiency of artificial defect detection of the ceramic tile surface, this paper pro-
posed a deep-learning YOLOv5 algorithm to detect the defects of the ceramic tile surface at the production line. For a 
start, figure cutting and segmentation, as well as data enhancement processing were performed against the data set. Then, 
data in the dataset was labeled through labelimg. In the end, the dataset was sent to the optimized YOLOv5 network model 
for iterative training, with the optimal weight used in the test. After comparison in the experiment, the detection accuracy 
of the YOLOv5 model is higher than that of the Faster RCNN, SSD and YOLOv4 model, with average accuracy of over 
96% and an average detection time of 14 ms, So the method is advanced and practical in ceramic tile defect detection. The 
defects of ceramic tiles can be detected during the production process with this method. 
KEY WORDS: ceramic tile; YOLOv5; deep learning; defect detection 

广东佛山作为国内较大的陶瓷生产制造基地，有

许多的陶瓷厂家和品牌。以抛釉砖生产为例，瓷砖生

产环节包括：原材料混合研磨、脱水、压胚、喷墨印

花、淋釉、烧制、抛光，最后进行质量检测和包装。

目前瓷砖的生产环节已经基本实现无人化，但是在瓷

砖的质量检测环节仍然大量依赖人工检测完成。经调

研，一般一条生产线上需要配 2~6 名质检工，在车间

长时间在高光下观察瓷砖寻找表面瑕疵。这样就导致

了检测效率低下、质检质量层次不一且检测成本高居

不下。 
随着目标检测技术的快速发展，传统机器视觉的

方法被应用于工业中的缺陷检测。如 Zhang 等[1]利用

瓷砖表面缺陷的色彩空间分布差的方法对瓷砖的缺

陷进行检测，检测到的缺陷种类有裂纹、划痕、斑点
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和破损。李光亚等[2]提出了一种基于 Gabor 变换与区

域生长的瓷砖表面缺陷视觉检测方法，针对瓷砖的裂

缝、孔洞、麻面、色差缺陷进行检测。张军等[3]采用

在自适应形态学预处理后，通过小波变换与形态学融

合的差影法提取裂纹边缘、花纹和部分背景信息，筛

除掉难以处理的花纹与背景区域，成功得到了缺陷轮

廓。权小霞等[4]提出一种基于局部方差加权信息熵的

检测算法对瓷砖进行缺陷检测，该算法对瓷砖的缺陷

识别率达到 93%，并且解决了瓷砖表面背景复杂的问

题。李军华等[5]提出一种特征融合的瓷砖表面缺陷检

测算法，该方法通过改进后的 SIFT 和颜色矩融合特

征作为瓷砖图像的区域，然后通过 SVM 分类器对瓷

砖进行缺陷分类。虽然传统机器学习方法能够取得较

好的结果，但是传统的机器视觉检测需要特定的预处

理方法来提取有代表性的特征，过程烦琐，并且在检

测速度方面有明显的不足，工业生产过程很难满足实

际生产线上的需求。 
文中以瓷砖为研究对象，针对以上问题，提出一

种基于 YOLOv5 的瓷砖表面缺陷检测检测方法，该

研究首先将获取到的数据集进行数据增强处理，再人

工标注分类，然后将训练图片输入 YOLOv5 的网络

模型进行训练，得到最好的权重数据模型，最后对测

试的图片进行预测与分析。 

1  YOLOv5 算法在瓷砖质量检测中的

应用 

YOLO 模型是一种快速紧凑的对象检测模型，与

其他网络相比，同等尺寸下性能更强，并且一直在稳

步改进。随着 YOLOv1 到 YOLOv4[6-9]的提出，极大

地推动了机器视觉和目标检测技术的发展。正当计算

机视觉的研究人员正在努力研究 YOLOv4 的时候，

Ultralytics LLC 团队推出了一个更先进的目标检测网

络模型，即 YOLOv5，该模型相较于 YOLOv4 推理

速度更快，检测精度更高。YOLOv5 可以在 Tesla P100
上实现 140 帧/s 的快速检测，能够满足工业生产线实

时检测要求。同时 YOLOv5 最小的权重文件大小只

有 27 MB，因此该模型能够更简单、方便地移植到工

业生产线中，对瓷砖表面进行缺陷检测。  

1.1  YOLOv5 网络模型的介绍 

YOLOv5 的网络结构分为 Input、Backbone、Neck
和 Prediction 4 部分[10]。其网络模型结构见图 1。 

Input 端包含 Mosaic 数据增强、自适应锚框计算

和自适应图片缩放。Mosaic 数据增强将 4 张图片通

过随机缩放、随机裁剪、随机排布的方式进行拼接，

极大地丰富了数据集样本，使得网络具有更好的鲁棒 
 
 

 
 

图 1  YOLOv5 模型网络 
Fig.1 YOLOv5 model network 
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性。YOLOv3[11]、YOLOv4 中训练不同的数据集时，

计算初始锚框的值是通过单独的程序运行的。

YOLOv5 将计算初始锚框功能嵌入到代码中，每次训

练时，自适应的计算不同训练集中的最佳锚框值。

YOLOv5 设定的初始锚框为[10，13，16，30，33，
23]、[30，61，62，45，59，119]、[116，90，156，
198，373，326]。自适应图片缩放则可以在推理时降

低计算量，提高目标检测的速度。 
Backbone模块主要是由 Focus、CSP结构构成[12]。

Focus 结构是 YOLOv5 新提出来的结构，其主要作用

就是对图片进行切片操作，见图 2。将分辨率为

640×640×3 原始图像输入 Focus 结构，通过切片运算，

首先得到 320×320×12 Feature map，然后经过 32 个卷

积核的卷积运算，最后得到 320×320×32 Feature map。
CBL 模块表示 Conv2D+BatchNormal +LeakyRelu，它

是一个基本的卷积模块。CSP 结构主要对特征图进行

特征提取，从图像中提取丰富的信息。与其他大型卷

积神经网络相比，CSP 结构可以减少卷积神经网络优

化过程中的梯度信息重复。其参数量占整个网络参数

量的大部分。通过调整 CSP 模块的宽度和深度，可

以得到 YOLOv5s、YOLOv5m、YOLOv5l、YOLOv5x4
种不同参数的型号。YOLOv5 将 SPP 模块改变到了

Backbone 模块，其主要作用是为了增加网络的感受

野，获取不同尺度的特征。 
 

 
 

图 2  切片操作 
Fig.2 Slicing operation 

 
YOLOv5 继承了 YOLOv4 的优点，在 Neck 部分

都采用 FPN+PAN 结构。YOLOv4 的 Neck 结构中，

采用的都是普通的卷积操作。Yolov5 的 Neck 结构中，

采用借鉴 CSPnet 设计的 CSP2 结构，加强了网络特

征融合的能力。 
Prediction 包括 Bounding box 损失函数和非极大

值抑制（NMS）[13]。YOLOv5 中边界框损失函数采

用 GIoU_Loss 损失值计算。非极大抑制可以消除多余

的框，找到最佳的物体检测位置。 

1.2  修改分类器 

对于 COCO 数据集[14]，有 80 个对象类别，输出

张量的维数为 3×(5+80)=255，其中 3 表示每个网格预

测的 3 个边界框，5 表示每个预测框的坐标(x, y, w, h)
和置信度(c)。 

在瓷砖缺陷检测场景中，有 5 种类型的缺陷，分

别是边裂的瓷砖、缺角的瓷砖、白色点瑕疵、深色点

块瑕疵和光圈瑕疵，所以需要修改 YOLOv5 分类器，

修改后输出维度变为 3×(5+5)=30。为了适用于瓷砖缺

陷检测场景，文中减少了该模型网络参数的数量，降

低计算的运算量，提高网络检测的准确性和速度。 

2  数据预处理 

2.1  数据集的采集 

文中缺陷瓷砖数据集来自于广东佛山某瓷砖生

产厂。通过在生产线上架设高分辨率高速度工业线阵

相机（CCD）一共收集到 7 100 张不同类型的缺陷瓷

砖，图片的分辨率有 2 种，分别为 8 192×6 000、
4 096×3 500。针对某些在特定视角下才能拍摄到的缺

陷，每块瓷砖拍摄了 3 张图，包括低角度光照黑白图、

高角度光照黑白图、彩色图，见图 3。该瓷砖厂生产

线所产生的瓷砖瑕疵种类主要包括：瓷砖的边裂、缺

角、白色点块瑕疵、深色点块瑕疵和光圈瑕疵 5 种类

别，缺陷的瓷砖见图 4。 

2.2  数据增强处理 

由于使用工业 CCD 相机获取的数据集图片分辨

率过大，而被检测对象的长宽尺寸远小于原始图像尺

寸，所以文中采用一种新的图像预处理方法，即根据

缺陷特征中心的位置对原图像进行切图处理，将切图

获得的图片尺寸设置为 640 像素×640 像素，切图后

获得的图像缺陷特征明显。由于机器学习需要大量的

数据，因此在训练数据之前需要对数据集进行增强处

理以获得大量的数据集图片。针对切图后获取的图片

分别采取水平翻转、竖直翻转、镜像翻转的方法对缺

陷瓷砖数据集图片进行处理，并将处理后的图片加入

到训练集中，经不同方法处理后的图像见图 5。经过

数据增强处理后最终得到了 14 118 张样本图片，包

含不同缺陷类型的瓷砖样本，其中每张样本图片至少

包含一种缺陷类型，各类瓷砖缺陷种类的数量分布见

图 6。在算法处理部分还借助 Albumentation 库进行

数据增强，包括亮度、对比度、滤波、平移缩放旋转、

Cutout 等数据增强方式，扩充训练数据集，提升模型

的泛化能力。 

2.3  数据标注 

训练 YOLOv5 模型前需要对数据类型进行标注，

使用 LabelImg 数据标注工具对图片进行标注，标注

缺陷类别分为 5 类，分别是瓷砖的边裂类别为 0，标

签为 Edge defect；缺角类别为 1，标签为 Angle defect；
白色点瑕疵类别 2，标签为 White dot defect；深色点

块瑕疵类别 3，标签为 Dark dot block defect；光圈瑕

疵类别 4，标签为 Aperture defect；标注后将会自动 
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3  实验与分析 

3.1  实验配置 

实验环境使用  Windows 10 操作系统，选用 
Pytorch 架构，开发语言为 Python，使用 GeForce RTX 
2080Ti 的显卡进行运算，并且配置了 CUDA 和

CUDNN 环境对 GPU 运算进行加速，加快模型的推

理时间。 

3.2  YOLOv5 网络训练 

网络学习模型的训练基于 Pytorch 的深度学习框

架，文中使用 Adam 优化器优化训练的网络，其训练

部分参数设置：输入图片尺寸为 640 像素×640 像素，

迭代批量设置大小为 16，总迭代次数为 300，动量为

0.937，权重衰减系数为 0.000 5，选用自动锚点检测，

采用 Mosaic 数据增强策略，初始学习率为 0.001。当

迭代次数至 200 时，将学习率降低至 0.000 1。大约

在 200 次迭代后，模型收敛。网络训练的整个过程及

结果都保存在 results 文件中，并且可以通过 Wandb
（Weights & Biases）将模型在线可视化。文中使用

GIoU_loss 作为损失函数，见式（1），具体内容见参

考文献[15]。 

C

GIoU IoU C
A UL = L

A




 

 (1) 

使用训练好的网络模型对瓷砖测试集进行预测，

按照式（2）分别计算准确率和召回率。 

P

P P

P

P P

TP T +F
TR T +F

 





  (2) 

式中：TP 为被判为正类的正类；FP 为被判为正

类的负类；FN 为被判为负类的正类。平均精度（PAP）

表示 PrecisionRecall 曲线下面的面积，对该图片每

类的平均精度求均值，即 PmAP，其计算式见式（3）。 
AP

mAP
PP =
N

   (3) 

式中：N 为该图片不同类别目标的总和。 
训练完成后，根据 results 中的训练数据信息进行

可视化绘图，其损失函数（GIoU_loss）、准确率

（ Precision ）、召回率（ Recall ）、平均精度均值

（mAP@0.5）见图 7。 
从图 7 中可知，随着迭代次数的增加，GIoU_loss

损失值在不断的减少，在迭代 300 次时，损失值<0.04，
模型的最终查准率稳定在 98.8%，召回率稳定在

99.6%，平均精度均值稳定在 99.5%。从各项评估指

标可以看出该网络模型在训练阶段较为理想。 
 

 
 

图 7  模型性能评估 
Fig.7 Model performance evaluation 
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3.3  检测结果与分析 

使用工业 CCD 相机在线获取瓷砖生产流水线图

像，用训练好的网络对获得的瓷砖图像进行检测，其

检测效果图片见图 8。图 8 中目标框右上方的数值表

示不同类别标签的置信度，从图 8 中可以看出，该模

型网络对有明显缺陷特征的边裂、缺角瓷砖检测置信

度高于 95%，对不明显小目标的缺陷特征，如白色瑕 

疵点、深色瑕疵点和光圈瑕疵瓷砖检测置信度高于

90%。表明该模型网络能够很好地鉴别文中所述的 5
种瓷砖缺陷类别。 

为了更好地展示 YOLOv5 的实验结果，在训练
平台信息配置不变的条件下，分别使用 Faster 
RCNN[16]、SSD[17]和 YOLOv4 深度学习模型在同一数
据集上进行训练和测试分析。不同模型算法的比较检
测结果见表 2。 

 

 
a 边裂 

 

 
b 缺角 

 

 
c 白色瑕疵点 

 

 
d 深色瑕疵点 

 

 
e 光圈瑕疵 

 
图 8  缺陷瓷砖检测效果 

Fig.8 Detection effects 
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表 2  不同模型算法的比较检测结果 
Tab.2 Comparison of detection results between different model algorithms 

算法 
各缺陷准确度/% 

平均准确度/% 
处理图片的

速度/(帧·s−1)边裂 缺角 白色瑕疵 深色瑕疵 光圈瑕疵 

Faster RCNN 90.5 93.5 89.6 85.7 89.9 89.8 18 

SSD 85.4 87.6 80.5 81.8 79.9 83.0 26 

YOLOv4 92.8 95.5 93.2 88.7 92.4 92.5 31 

文中算法 97.6 99.5 96.2 91.8 96.4 96.3 72 
 

 
由表 2 可知，文中所用模型的检测平均准确度为

96.3%，分别较 Faster RCNN、SSD、YOLOv4 网络模

型的检测平均准确度值提高了 6.5%、13.3%、3.8%。

同时该模型每秒内处理图片数量的能力高达 72 帧/s，
相较于其他 3 个网络模型分别提高了 54、46、41 帧/s。
该结果表明文中所用算法优于 Faster RCNN、SSD、

YOLOv4 这 3 种目标检测网络模型，并且能够满足实

时检测需求。 

4  结语 

为了实现生产线上瓷砖缺陷的自动化检测，并且

提高检测的准确度，文中提出了一种基于 YOLOv5
的瓷砖表面缺陷检测方法。该方法可以对瓷砖生产过

程中多种典型缺陷（包括边裂、缺角、瓷砖表面白色

瑕疵、深色瑕疵点或光圈瑕疵等）进行检测识别，经

过实验测试，该模型的平均准确度达到 96.3%，且检

测速度快，能满足视频图像实时性要求，为实际工业

场景下瓷砖缺陷检测提供了新的思路。下一步将收集

更多的瓷砖缺陷种类数据集来提高模型的泛化能力，

并且将模型应用到工控机上，以实现移动端实时瓷砖

缺陷检测。 
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