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摘要：目的 提高图像分类精度是实现自动化生产的基础，提出一种更加准确的图像分类方法，使自动

化包装和生产更加高效。方法 基于 ResNeSt 特征图组的思想，通过引入通道域和空间域注意力机制，

并将自适应卷积核思想和 Gem 池化引入空间域注意力模块，从而使网络在空间域注意力机制中能够对

不同图片使用不同的感受野使其关注更重要的部分，提出一种具有通道域和空间域注意力机制，且具有

很好移植性的图像分类网络模型结构。结果 文中方法提高了图像分类准确度，在 ImageNet 数据集上，

top-1 准确度为 81.39%。结论 文中提出的 ResNeSkt 算法框架优于目前的主流图像分类方法，同时网络

整体结构具有很好的移植性，可以作为图像检测、语义分割等其他图像研究领域的主干网络。 
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Framework of Image Classification Algorithm Based on Deep Learning 

LUO Xue-yang, CAI Jin-da 

(College of Communication and Art Design, University of Shanghai for Science and Technology, Shanghai 200000, China) 

ABSTRACT: Improving the accuracy of image classification is the basis of automatic production. The work aims to 

proposes a more accurate image classification method to make automatic packaging and production more efficient. Based 

on the idea of ResNeSt feature graph group, by introducing the channel domain and spatial domain attention mechanism 

and introducing the idea of adaptive convolution kernel and gem pooling into the spatial domain attention module, the 

network could use different sensory fields for different pictures in the spatial domain attention mechanism to focus on 

more important parts. An image classification network model structure with channel domain and spatial domain attention 

mechanism and good portability was proposed. This method improved the accuracy of image classification. On ImageNet 

data set, the accuracy of top-1 was 81.39%. The ResNeSkt algorithm framework proposed in this paper is superior to the 

current mainstream image classification methods. At the same time, the overall network structure has good portability, and 

can be used as the backbone network in other image research fields such as image detection and semantic segmentation. 

KEY WORDS: ResNeSkt; image classification and recognition; packaging and production; image detection; attention 

mechanism 

图像分类在计算机视觉研究中是很多研究的基

础以及关键，图像分类训练的深度学习网络通常可以

用作其他相关研究的神经网络主体结构，例如图像检

测[1—3]、语义分割[4—6]和姿势估计[7—8]。 

自从 AlexNet[9]在 2012 年面世以来，深度卷积神

经网络逐渐在图像分类领域占有一席之地，相关研究
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也已经从手工标注图像特征向深度学习特征所转换，

这样使得人类的工作重心转移到如何设计更好的网

络结构，以便更好地学习图像特征。随着深度学习领

域的不断发展，深度学习的网络架构日益优化，目前

使用的深度学习网络架构种类繁多，其中代表性的是

2015 年提出的 ResNet[10]引入残差思想，使深度神经

网络中梯度消失的问题得到解决，并允许神经网络学

习更为深层的特征成为目前最成功的卷积网络架构

之一，同时其模块化的结构和可移植性使得目前主流

下游应用程序也大多使用 ResNet 或其变体之一作为

其网络主体结构以获得良好的效果。 

将视觉注意力机制应用于深度学习的研究工作

也在近几年逐步开展，现阶段主要的注意力机制常分

为通道域、空间域以及混合域。通道域指在图像的通

道层面使用注意力机制，主流方法是通过对各通道乘

以所获得的权重系数以达到更关注某一个通道或忽

略某一通道的目的，如 SENet[11]通过全局池化获得各

通道的权重系数，学习通道之间的相关性，并给每个

通道进行评价打分，通过将得到的分数系数与对应通

道相乘，实现了将注意力机制应用于通道域的目的；

SKNet[12]针对 SENet 进行改进，提出不同的图像应使

用不同的感受野去获取图像特征，实现了不同的图像

使用不同的卷积核权重，在不同的图像中能够动态地

生成卷积核以获取不同的感受野。空间域指在图像的

空间层面使用注意力机制，主流方法是将图像在空间

上分割为不同的部分或直接使用各像素点乘以权重

系数增强重要的特征，减弱不重要的特征，从而让提

取的特征指向性更强，如 Spatial Transformer Net-

works（STN）通过将原图空间中的所有信息经过计 

算，变换到另一个空间中并将关键信息保留。混合域

指在通道域与空间域上均使用注意力机制，具有代表

性的 CBAM[13]使用平均池化与最大池化得到不同的

特征描述的思想，先使用通道注意力模块学习各个通

道间的相关性，之后在每一通道中使用空间注意力模

块获得空间中的关键信息。将注意力机制与 ResNet

主体框架结合也得到了较好的效果，ResNest[14]在

ResNet 的基础上，并借鉴 ResNeXt[15]思想，在模块

中首先使用 cardinality 为超参数 k 的单元进行组卷

积，在每个单元中再次将特征图通过分为更细分化

的子组以达到将特征图信息区分更细致的目的，其

中，每组的特征表示是根据全局上下文信息选择系

数权重，并将系数权重应用于每个特征子组通过加

权决定的。 

通过研究发现，文中发现 ResNeXt 与 ResNeSt

均只在通道域使用了注意力机制，并没有使用空间

域注意力机制。现有的 CBAM 混合域机制与 ResNet

网络结构相结合时需要将其在每个 block 模块后加

入，不利于网络整体结构的移植。受先前方法的启

发，文中的网络在 ResNest 的网络基础上，提出

Spatial-Kernel Attention 模块，在不改变整体算法框架

结构的基础上将空间域注意力机制引入。 

1  算法框架设计 

1.1  算法整体设计 

ResNeSkt 算法整体结构与其他主流算法结构比

较见图 1。 

 
 

 
 

图 1  ResNeSkt 与主流算法整体结构比较 
Fig.1 Comparison of overall structure between ResNeSkt and mainstream algorithms 
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算法整体框架使用 ResNet 网络模型，其模块化

的框架，使得 ResNeSkt 与 ResNet 一样具有很好的移

植性。此处以 50 层网络结构为例，所有的网络都分

成 5 部分：conv1，conv2_x，conv3_x，conv4_x，

conv5_x，其中 conv1 为 1 层，conv2_x，conv3_x，

conv4_x，conv5_x 中分别为 3，4，6，3 个 block，每

个 block 为 3 层，最后为链接层，共计 50 层。相较

于其他算法框架，ResNeSkt 由于在 block 中引入了空

间注意力，使其参数量有了一定提升。 

1.2  ResNeSkt block 

SE-Net block ， SK-Net block 与文中提出的

ResNeSkt block 算法流程见图 2。 

由图 2 可知，ResNeSkt block 与 SE-Net block，

SK-Net block 的共同点：三者的输入均是 h,w,c，其中

h,w 为输入的尺寸，c 为通道数；三者均是进行大小

为 1×1 的卷积；三者为减少过拟合均使用了 ResNet

的残差链接机制。 

ResNeSkt block 与 SE-Net block，SK-Net block

的不同点：SK-Net block 相较于 SE-Net block 在执行

完尺寸为 1×1 的卷积后不再是直接使用 3×3 的卷积，

而是分为 2 路，一路使用 3×3 卷积核卷积，一路使用

5×5 卷积核进行卷积，再把 2 路结果进行融合，使得

SK-Net 不仅能够和 SE-Net 考虑通道之间的权重，也

考虑了 2 路卷积的权重。文中提出的 ResNeSkt block

相较于 SE-Net block，SK-Net block 引入了特征图组

的思想。首先将输入分为 k 个特征图组，再将每个特

征图组分为 R 个基数组，对每个基数组进行 1×1，3×3

的卷积后将每个基数组的结果进行融合后引入通道

域和空间域的注意力机制，最后将每个特征图组的结 

果融合。 

1.2.1  通道域注意力机制 

文中沿用了 ResNeSt 思想，首先将图像特征分

为若干特征图组，特征图组的数量由基数超参数 K

给出，通过基数超参数 R 可以将每个特征图组再次

分割为 R 个基数组，因此基数组的总数为 G KR 。

可以应用一系列变换 1 2 3{ , , ... }GF F F F 到每个单独的基

数 组 ， 每 个 基 数 组 的 中 间 表 示 为 ( ),Ui Fi X  
{1, 2,..., }i G 。 

由于每个特征图组可以分割为 R 个基数组，那

么每个特征图组的组合表示可以通过跨多个基  

数组的逐元素求和来融合而获得，则第 k 个特征   

图组的表示为
( 1) 1

ˆ
Rk

k
j

j R k

U U
  

  ，其中 /ˆ ,k H W C KU    

1,2,...,k K ， 表示原图像数组，H，W 和 C 是输

出特征图的大小。Split Attention 模块见图 3。 

由图 3 可知，Split Attention 模块的输入为 R 个

基数组的卷积后结果，将所有结果进行融合，通过全

局池化、归一化、ReLU 函数、Softmax 函数获得每

个基数组相应的权重，即引入了注意力机制，将每个

基数组乘以其相应权重并再次融合获得输出结果。 

使用跨空间维度 /k C Ks  （其中 表示原图像

数组）的全局平均池化来收集具有嵌入式通道统计信

息的全局上下文信息[11—12]。第 c 个分量的计算见式

（1）。 

 
1 1

1 ˆ ,
H W

k k
c c

i j

s U i j
H W  


 

   

(1) 

式中： ˆ
kU 为第 k 个特征图组；H 为特征图组的

高；W 为特征图组的宽。 

 
 

 
 

图 2   ResNeSkt block 与 SE-Net block、SK-Net block 算法流程 

Fig.2 Algorithm flow chart of ResNeSkt block, SE-Net block and SK-Net block 
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图 3  Split Attention 模块 
Fig.3 Split Attention module 

 

在基数组层面上使用注意力机制，特征图组表示

的 /k H W C KV   是将得到的各个基数组的权重系数

应用于相对应的基数组上后进行组合，即每个特征图

组使用分割得到的 R 个基数组加权后组合而成。第 c

个特征图组的计算见式（2）。 

   1
1

R
k k

c i R k i
i

V a c U  


 
   

(2) 

式中： k
cV 为各个基数组加权融合后得到的第 c

个特征图组，由于之前将一个特征图组分为 R 个基数

组，所以在这里将 R 各基数组乘以其分配权重  k
ia c

后融合得到特征图组。分配权重  k
ia c 表达见式（3）。 
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R
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a c
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(3) 

式中：映射 c
i 为 ks 确定第 c 个分量的每个基数

组的权重。 

将 每 个 基 数 组 乘 以 分 配 权 重 的 基 数 组 ,iF  
1,2,...,i G ，逐元素相加融合得到分割前对应每个的

特征图组 , 1,2,...,kV k K 。 

1.2.2  空间域注意力机制 

先在通道层面上使用注意力机制，再在空间层面

上使用注意力机制，可以获得更好的效果 [13]。在

CBAM 的思想基础上引入 GeM 池化层[16]，GeM 池  

化层对全局最大池化和全局平均池化进行了融合，见

式（4）。 

1

, ,
0 0

( )
H W p

p
i j k

i j

k

x

x
H W

 

 
  
 





  
(4) 

式中：输入大小为 H W C  ，分别对应特征图

的高、宽和通道数； , ,i j kx 为特征图中的值；输出为

, 1, 2,...,kx k C ；p为 Gem 池化的关键参数，当 1p 
时为全局平均池化，当 p 时为全局最大池化。 

Sptial-Kernel Attention 模块见图 4。 
 

 
 

图 4  Sptial-Kernel Attention 模块 
Fig.4 Spatial-Kernel Attention module 

 

由图 4 可知，将由通道域注意力机制相加融合而

成的特征图组 , 1,2,...,kV k K 同时进行全局平均池

化、全局最大池化与 Gem 池化，使用 3 种不同的池

化方法提取的图像高层次特征更加丰富，因此可以得

到形状为 1/H W k  的 3 个特征图 k
avg max gem, , ,k kV V V  

1,2,...,k K 。接着沿用 SKNet 的动态卷积核思想对

不同图像使用的卷积核权重不同，即一种针对不同的

图 像 动 态 生 成 卷 积 核 的 方 法 ， 将 3 个 特 征 图

avg max gem, , , 1, 2,...,k k kV V V k K 进行卷积核（文中以 3*3，

5*5 卷积核举例，可以有多个分支）卷积分别得    

到 3 5*3 5*, , 1, 2,...,k kV V k K 的维度为 1/H W k  的 2 个  

特 征 图 ， 将 2 个 特 征 图 按 元 素 求 和 ， 因 此

3*3 5*5 , 1, 2,...,k k kU V V k K   。将 kU 通过全局平均池化

得到统计信息 kT ，见式（5）。 

 avg
1 1

1
( ) ,

H W
k k k

i j

T F U U i j
H W  

 
 

  

(5) 

式中： avgF 为全局平均池化函数； H ，W 分别

为特征图的高与宽。 
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通过全连接层生成 compact 向量 ( )k
fcF T Z  

( ( ))kT  ，其中  为 ReLu 激活函数，B 为批标准化

(BN)。 

通过 softmax计算 2个卷积核特征的 soft attention

向量 A3*3，A5*5，设 2 个卷积核特征的权重分别为 a3*3，

a5*5，因此 a3*3+a5*5=1，且 3*3
3*3

3*3 5*5

exp( )

exp( Z) exp( )

A Z
a

A A Z



，

5*5
5*5

3*3 5*5

exp( )

exp( Z) exp( )

A Z
a

A A Z



。将权重应用到对应的空

间 注 意 力 特 征 图 上 ， 即 3*3 3*3 5*5 5*5 ,kU a A a A     

3*3 5*5 1a a  。将得到的空间注意力权重应用到特征

图 kV 上，即 , 1,2,...,k k kV V U k K   。 

将得到的特征图组延通道维度链接起来得到与

标 准 残 差 链 接 特 征 图 相 同 维 度 的 特 征 图 V   

 1 2oncat , ,..., kC V V V 。假设每个 block 的输入为 Y，

那么就有 ( )Y V X  ，其中 T 为跳跃链接映射。 

2  实验设置与结果分析 

2.1  实验设置 

文中实验平台配置为：TX4000 8 GB 显存显卡、

32 GB 内存和至强 W2255CPU 构建的硬件平台，软

件系统为 Windows 10，神经网络框架使用 Python 3.7

和 Pytorch 1.4 搭建，采用 CUDA10.0 进行网络计算。 

训练模型时实验参数为：训练过程中 1～50 个

epoch 的学习率为 1×10−3，51～5100 个 epoch 的学习

率为 1×10−4，使用 SGD 方法；超参数 k，r 分别为 32，

2；Gem 池化层参数 p 为 3；batch 大小为 8；网络输

入的图像大小为 224 像素×224 像素。 

2.2  数据集 

文中使用 Imagenet-1K 数据集来评估算法框架的

性能，Imagenet-1K数据集包含 1000种不同类型图片，

依据计算机及 GPU 性能择选出 10 种类型图片（在

ImageNet 数据集中的编号分别为： n01514668，

n01530575，n01728572，n01847000，n01871265，

n02708093，n02814533，n02963159，n03991062，

n11939491），其中用于训练的图片有 13 000 张，另

选用于测试的图片有 500 张。这个数据集可以从

ImageNet 官网获得，数据集中的每张图片均进行中

心裁剪至 224 像素×224 像素，考虑到测试集图片数

量较少，故将训练集中 3000 张图片转移至测试集中，

转移后得到训练集为 10 000 张图片，即每种类型图

片为 1000 张作为训练输入，测试集为 3500 张。同时

为考虑模型鲁棒性，对测试的图片进行随机旋转、随

机亮度调整、随机对比度调整得到训练集图片 30 000

张，测试集图片 10 000 张。 

2.3  实验结果与对比分析 

为了验证所提方法的有效性，在 ImageNet-1K 上

依据计算机及 GPU 性能选择出 10 类图片进行多组对

比实验，并对实验结果进行分析。 

2.3.1  准确度与损失值对比 

直观地观察模型在整个训练过程中识别准确度

和损失值的变化情况，可以更好地改进模型。当模型

训 练 完 成 之 后 对 其 训 练 日 志 进 行 解 析 （ 以

ResNeSkt-50 举例），得到模型的识别精度和损失曲线

分别见图 5 和图 6。实验设置训练总迭代次数为 100，

得到训练集和测试集的损失率（ loss）、准确率

（accuracy）随迭代次数增加的变化曲线。由图 5 可

知，准确率变化曲线随着迭代次数的增加，训练集的

准确率在训练过程中虽然有所起伏，但总体处于一个

不断上升的趋势。测试集准确率变化和训练集准确率

变化相似；同时训练集和测试集的损失率随着迭代次

数的增加也在不断降低，说明文中所提出的 ResNeSkt

在训练过程中没有发生过拟合和欠拟合的情况，模型

收敛效果良好。当训练迭代次数到达 50 时，准确率

和损失率基本趋于稳定，但仍然存在微小浮动，当

epoch 达到 51 时，训练学习率改变为 1×10−4，使得

loss 值再次大幅度降低，使得模型在更小的区域里选

择最优值。随着训练迭代次数的递增，浮动程度逐渐

减弱，当 epoch 达到 100 时训练集和测试集最终得

到的 accuracy 分别为 92.21%和 81.39%，训练集 loss

值趋近于 0.31，测试集 loss 值趋近于 0.64。这充分

证明所提出的 ResNeSkt网络结构用于图片分类上的

有效性。 

模型训练完成后，采用测试集数据进一步检测模

型准确性，随机选取测试集数据输入模型检测模型准

确性，ResNeSkt-50 在 ImageNet-1K 选择出来的 10

种类别数据集中表现出较高的精度，识别精度为

81.39%。 

 

 
 

图 5  ResNeSkt 准确率变化曲线 
Fig.5 ResNeSkt accuracy change curve 
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图 6  ResNeSkt 损失函数变化曲线 
Fig.6 ResNeSkt loss function change curve 

 

2.3.2  模型深度对于准确度的影响 

文中进行模型深度对于图像分类准确度的影响

实验，由于借鉴了 ResNet 的残差思想，使得文中网

络在增加模型深度的同时不会发生梯度消失的问题，

实验结果见表 1。其中模型名称后的 50，101，200

分别代表模型的层数；模型参数量#P 表示模型的空间

复杂度，参数量越大的模型其占用的空间越大，反之

则越小；模型计算量 GFLOPs 代表模型的时间复杂

度，计算量越大的模型其运算时间越长，反之则越短。

模型参数量#P 和模型计算量 GFLOPs 均可以通过

thop 工具箱中的 profile 函数获得。准确率由训练完

成的模型对测试集图片逐一进行预测分类，将预测正

确的图片张数与总体测试集图片张数进行比较得到，

即预测正确的图片张数与总体测试集图片张数的比

例即为准确率。 
 

表 1  模型深度对于准确度的影响 
Tab.1 Effect of model depth on accuracy 

模型名称 参数量/MB 计算量 准确率/%

ResNeSkt-50 27.6 4.32 81.39 

ResNeSkt-101 48.3 8.19 81.74 

ResNeSkt-200 70.1 13.99 82.05 

 
随着网络结构的加深，准确度得到明显的提高，

但同时也伴随着参数量#P 的增加和网络模型的计算

量 GFLOPs 增大的问题。在提升网络深度的同时，虽

然准确率也会有所提高，但随着模型层数的不断提

高，准确率的提高相较于模型时间复杂度和空间复杂

度的增大不再具有很好的成长性，也不利于实际研究

中的使用。 

2.3.3  实验结果与主流算法比较 

为了比较文中所提出的 ResNeSkt 与现阶段主流

算法的性能差异，给出了几种具有代表性的模型的对

比结果，见表 2。 

表 2  ResNeSkt 与现阶段主流算法的性能比较 
Tab.2 Performance comparison between ResNeSkt and 

current mainstream algorithms 

方法 
参数量/ 

MB 
计算量 准确率/%

ResNet-50[10] 25.5 4.14 75.06 

ResNeXt-50[15] 25.0 4.24 76.63 

SENet-50[11] 27.7 4.25 77.76 

SKNet-50[12] 27.5 4.47 78.14 

ResNest-50[14] 27.5 4.25 80.06 

ResNet-50+CBAM[13] 28.1 4.36 77.34 

ResNeSkt-50(ours) 27.6 4.32 81.39 

ResNet-101[10] 44.5 7.87 76.26 

ResNeXt-101[15] 44.3 7.99 77.82 

SENet-101[11] 49.2 8.00 78.35 

SKNet-101[12] 48.9 8.46 78.78 

ResNest-101[14] 48.3 8.07 80.53 

ResNet-101+CBAM[13] 49.3 8.05 77.86 

ResNeSkt-101(ours) 48.3 8.19 81.74 

 
结果显示，相较于现有其他主流算法，文中提出

的 ResNeSkt 图像分类准确度最高。究其原因，主要

在于文中沿用特征图组的组卷积思想并加入了空间

注意力机制，通过在空间域注意力中引入 Gem 池化

与 SKNet 的不同 kernel size 思想，使其可以自适应地

调整卷积核获得相对于特定图像的特定感受野，从而

使得整个算法模型可以在通道域与空间域分别使用

注意力机制，可以使模型提取到图像中更加有用的信

息，从而使模型获得更好的效果。由于 ResNeSkt 引

入了空间注意力机制，使得其相较于其他仅使用通道

域注意力机制的算法参数量#P 和计算量 GFLOPs 略

有高，以此换来的是更高的准确率。相较于直接使

用 CBAM 的 ResNet-50，由于 ResNeSkt 使用组卷积

思想，使得其有着更少的计算量 GFLOPs 和模型参

数量#P。 

2.3.4  作为主干网络与目前主流算法比较 

对 比 以 Faster-RCNN[15] 作 为 实 验 对 象 ，

Faster-RCNN 是何凯明等在 2015 年提出的目标检测

算法，文中通过更换其主干网络进行实验，并分析实

验结果，评价标准采用目标检测主流评价指标均值平

均精度进行评价（mAP），实验结果见表 3。 

通过将 ResNeSkt 与目前现有主流算法分别用作

Faster-RCNN 的主干网络，对比 Faster-RCNN 目标检

测算法的 mAP 可知，使用文中提出的 ResNeSkt 作  

为主干网络的 Faster-RCNN，相较于使用其他现有主

流算法拥有更高的均值平均精度，即 mAP。说明 
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表 3  更换主干网络的 Faster-RCNN 效果 
Tab.3 Effect of replacing the Faster-RCNN of the  

backbone network 

Method Backbone mAP/%

Faster-RCNN[15] 

ResNet-50[10] 37.30 

ResNeXt-50[15] 40.10 

SENet-50[11] 41.90 

ResNest-50[14] 44.72 

ResNeSkt-50(ours) 45.53 

 

ResNeSkt 可以用作其他算法的主干网络，体现其拥

有很好的移植性，同时使用 ResNeSkt 作为主干网络

的目标检测算法 Faster-RCNN 相较于使用其他主流

方法作为主干网络有着更好的效果。 

3  结语 

以深度学习为基础，结合注意力机制，在前人的

基础上，研究了具有通道域与空间域注意力机制且具

有很好移植性的网络模型结构。通过实验证明，文中

所提算法可以在图像分类方面达到较高的准确度，其

准确度为 81.39%，文中提出的 ResNeSkt 的准确度要

优于当前所有主流图像分类算法，并可以作为主干结

构应用至其他图像研究领域，未来将会在此方法的广

泛性上进一步展开研究。 
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